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基于混合注意力原型网络的调制识别算法

庞伊琼， 许华， 蒋磊， 史蕴豪， 彭翔

（空军工程大学 信息与导航学院， 陕西 西安　 ７１００７７）

摘　 要：针对极少量带标签样本条件下的通信信号调制识别难题，提出一种基于混合注意力原型网络

的调制识别算法。 综合元学习和度量学习的思想，在原型网络框架下通过特征提取模块将信号映射

至一个新的特征度量空间，并通过比较该空间内各类原型与查询信号之间的距离确定查询信号调制

样式。 根据通信信号 ＩＱ 分量的时序特点设计了由卷积神经网络和长短时记忆网络级联的特征提取

模块，并引入卷积注意力机制提升关键特征的权重；采用基于 Ｅｐｉｓｏｄｅ 的训练策略，使算法可泛化到新

的信号识别任务中。 仿真结果表明，所提算法在每类信号只有 ５ 个带标签样本（５⁃ｗａｙ ５⁃ｓｈｏｔ）时平均

识别率可达 ８５．６８％。
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　 　 通信信号调制识别技术是电磁频谱管理、通信

侦察、电子对抗等领域的关键技术之一。 传统的调

制识别方法可分为基于决策论的似然比检验方法

（ｌｉｋｅｌｉｈｏｏｄ⁃ｂａｓｅｄ，ＬＢ） ［１］ 和基于特征提取的模式识

别方法（ｆｅａｔｕｒｅ⁃ｂａｓｅｄ，ＦＢ） ［２］，但这两类方法都有其

局限性。 ＬＢ 方法的分类模型参数是针对特殊环境

设置的，任何微小偏差都会使识别准确率下降；ＦＢ
方法依赖于人工提取的特征，对于特征的表征性要

求较高。 近年来，深度学习技术展现出了强大的数

据处理能力，在图像识别、机器翻译、目标检测等领

域都有大量研究的成果。 ２０１６ 年 Ｏ′Ｓｈｅａ ［３⁃４］等首

次将深度卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，
ＣＮＮ）用于解决调制识别问题，通过与传统 ＦＢ 方法

对比，证明了利用深度 ＣＮＮ 对大量密集编码的时序

信号直接进行学习是可行的。 目前，已经有大量的

研究成果［５⁃７］ 将深度学习技术应用于调制识别领

域，ＣＮＮ 与循环神经网络（ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，
ＲＮＮ） ［８⁃１０］的组合网络也进一步提高了不同样式调

制信号的识别准确率。 然而以上基于深度学习的调

制识别算法的成功很大程度上依赖于大量的训练数

据，但在实际侦察环境中，面对新出现的调制类型，

往往无法获得足够的带标签样本，限制了深度学习

在调制识别中的应用。 因此需要对小样本条件下的

调制识别方法进行深入研究。
数据增强［１１］（ｄａｔａ ａｕｇｍｅｎｔａｔｉｏｎ，ＤＡ）和迁移学

习［１２］（ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ，ＴＬ）是目前针对样本数据量

不足的主要解决方法。 数据增强借助已有的一些信

息生成新数据，扩充训练样本集。 文献［１３］中通过

一个全连接网络对大量无标签数据进行自动标注，
当每类信号样本量只有 ６００ 时就能达到 ８５％以上的

平均识别率。 迁移学习通常先通过源数据集对网络

模型进行预训练，然后采用目标数据集对网络的顶

层进行参数微调，适用于目标数据集与源数据集分

布相似的问题。 通过使用基于参数的迁移学习方

法［１０，１４⁃１５］对网络模型进行预优化，减少了对样本量

的需求。 文献［１０］采用预训练过的 ＡｌｅｘＮｅｔ 网络进

行调制识别，在目标数据集每类信号样本量只有

１００ 时就达到了 ８９％以上的识别准确率。 上述方法

要达到较好的识别性能仍需至少数百个训练样本，
然而侦察环境中有时只能获取十几甚至几个信号样

本，远不能满足以上 ２ 种方法对样本量的需求，在这

种极少量样本条件下，以上 ２ 种方法都难以适用。
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人类善于用以往学习的经验指导对新事物的学

习，例如首次见到老虎的儿童可能会将其描述为一

只脑袋上有“王”字的“大花猫”，“大花猫”作为已

知概念有助于儿童快速掌握“老虎”这个新事物。
受此启发针对元学习的研究应运而生。 元学习［１６］

也称学会学习，即令模型可利用以往任务中学过的

知识或经验去快速学习新的任务，近年来在解决小

样本问题方面取得了很大的进展。 在训练过程中，
元学习可以通过对每一项历史任务的学习，积累一

定的知识经验，如网络的参数更新策略［１７］、初始化

参数［１８］等，这使得学习新任务时更加容易，从而在

极少的训练样本支持下也能保证算法精度。 度量学

习［１９］在解决小样本问题时将已知样本和待测样本

映射到合适的特征度量空间，通过指定的距离函数

计算 ２ 个样本间的距离，从而度量它们之间的相

似性。
本文结合度量学习与元学习的思想，提出一种

基于混合注意力原型网络的调制识别算法。 在原型

网络框架下设计了由 ＣＮＮ 与长短时记忆 （ ｌｏｎｇ
ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ，ＬＳＴＭ）网络级联的特征提取网

络，同时为进一步提高网络性能，在特征提取网络中

引入 了 卷 积 自 注 意 力 模 块 （ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｂｌｏｃｋ
ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ，ＣＢＡＭ）。 该原型网络通过特征提

取网络将带标签信号样本和待识别信号样本映射至

统一的特征度量空间，在该空间内将同类信号的均

值作为类原型代表该类信号，并通过比较待识别信

号与不同类原型之间的欧式距离来确定最终识别结

果。 为实现元学习目的，算法采用一种基于 Ｅｐｉｓｏｄｅ
的训练策略优化模型参数，即通过从训练集中随机

抽样出大量不同的小样本学习任务来模拟测试场景

的识别任务。 模型通过训练将学习到一个合适的特

征度量空间，进而在面对新类型的调制信号时只需

要极少量样本就可以实现快速分类。

１　 相关工作

１．１　 原型网络

原型网络的基本思想是创建每个类的类原型

点，并根据类原型点与测试点之间的欧氏距离进行

分类。 具体地，给定支持集 ＤＳ 和查询集 ＤＱ，则类原

型为 ＤＳ 中每类信号样本的平均特征向量，其中第 ｋ
类信号的类原型可表示为

ｃｋ ＝
１
Ｋ ∑

ｘｋｎ∈ＤＳ
ｆφ（ｘｋｎ） （１）

式中： ｆφ 表示特征提取网络；φ 为网络参数；ｘｋｎ 表示

第 ｋ 类的第 ｎ 个样本；Ｋ 表示 ＤＳ 中第 ｋ 类样本的样

本量。
假设 ｘ为来自ＤＱ 的待识别样本，通过计算样本

ｘ 的特征向量与各类原型间的欧式距离，并将所得

距离利用 Ｓｏｆｔｍａｘ函数进行归一化处理，样本 ｘ属于

第 ｋ 类样本的概率为

Ｐφ（ｙ ＝ ｋ ｜ ｘ） ＝
ｅｘｐ（ － ｄ（ ｆφ（ｘ），ｃｋ））

∑
ｋ′

ｅｘｐ（ － ｄ（ ｆφ（ｘ），ｃｋ′））
（２）

式中， ｄ 表示一种距离度量函数，一般为欧氏距离。
训练过程中利用负对数概率损失函数 Ｊ（φ） ＝

－ ｌｎｐφ（ｙ ＝ ｋ ｜ ｘ） 计算损失，并使用随机梯度下降法

最小化训练损失。
１．２　 训练策略

本文算法针对极少量带标签样本下的调制识别

难题，给定训练集 Ｄｂａｓｅ 和测试集 Ｄｎｏｖｅｌ，其中 Ｄｂａｓｅ 内

包含多种类型的调制信号，且每类调制信号都拥有

大量带标签信号样本；Ｄｎｏｖｅｌ 由支持集 ＤＳ 和查询集

ＤＱ 组成，即Ｄｎｏｖｅｌ ＝ ｛ＤＳ，ＤＱ｝，ＤＳ 中每类调制信号含

有少量带标签样本，ＤＱ 中为未知的待识别信号样

本。 测试集中查询集ＤＱ 和支持集ＤＳ 的样本标签空

间相同且与训练集 Ｄｂａｓｅ 的样本标签空间不相交。
在测试时网络模型需要在只有 ＤＳ 中少量带标签样

本的条件下识别出 ＤＱ 中未知信号的调制样式，即
ＤＳ 和ＤＱ 组成一个识别任务。 若ＤＳ 中包含Ｃ类调制

信号，且每类信号都拥有 Ｋ 个样本，将此类任务称为

Ｃ⁃ｗａｙ Ｋ⁃ｓｈｏｔ 任务。
为充分利用训练集内的带标签样本，采用一种

基于 Ｅｐｉｓｏｄｅ 的训练策略，即在训练时模拟测试过

程中的小样本设置，从训练集中采样多个小样本的

任务对网络进行优化，使训练好的模型可以泛化到

测试环境中。 具体地，针对 Ｃ⁃ｗａｙ Ｋ⁃ｓｈｏｔ 任务，在每

次训练迭代过程中，网络模型都从 Ｄｂａｓｅ 中随机地选

择 Ｃ 种类别信号组成样本集 ＤＶ，然后从 ＤＶ 的每类

信号中随机抽取 Ｋ 个样本组成元支持集 ＤＴＳ，ＤＴＳ 模

拟测试阶段的支持集 ＤＳ， 最后再从集合 ＤＶ －
ＤＴＳ（ＤＶ 中不属于 ＤＴＳ 的样本） 中的每类信号中随机

抽取 ＮＱ 个样本组成元查询集 ＤＴＱ，ＤＴＱ 用于模拟测

试阶段的查询集 ＤＱ。 通过这种训练策略优化得到

的模型对测试阶段新类型的信号样本具有良好的泛

·６７３１·
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化性能。 训练过程中损失函数 Ｊ（φ） 的迭代计算伪 代码如表 １ 所示。
表 １　 训练伪代码

输入：训练集 Ｄｂａｓｅ ＝ ｛（ｘｉ，ｙｉ）｝ ｎ
ｉ ＝ １，ｙｉ ∈ ｛１，２，…，Ｎ｝，其中 ｘｉ 表示信号样本，ｙｉ 表示样本标签

过程：
ｓｔｅｐ １： 从含有 Ｎ 个类别的 Ｄｂａｓｅ 中随机选取 Ｃ 类样本组成样本集 ＤＶ 用于构建 ＤＴＳ 和 ＤＴＱ

ｓｔｅｐ ２： Ｆｏｒ ｋ ｉｎ ｛１，…，ＮＣ｝　 ｄｏ

ｓｔｅｐ ３：　 从 ＤＶ 中的第 ｋ 类样本中随机抽取 Ｋ 个样本组成 ＤＴＳｋ

ｓｔｅｐ ４：　 从 ＤＶ － ＤＴＳｋ 中的第 ｋ 类样本中随机抽取 ＮＱ 个样本组成 ＤＴＱｋ

Ｓｔｅｐ ５：　 ＤＴＳ ← ＤＴＳｋ

Ｓｔｅｐ ６：　 ＤＴＱ ← ＤＴＱｋ

Ｓｔｅｐ ７：　 ｃｋ ←
１
Ｋ ∑

（ｘｉ，ｙｉ）∈ＤＴＳｋ
ｆφ（ｘｉ）

Ｓｔｅｐ ８： Ｅｎｄ ｆｏｒ
Ｓｔｅｐ ９： Ｊ（φ） ＝ ０
Ｓｔｅｐ １０： Ｆｏｒ ｋ ｉｎ ｛１，…，ＮＣ｝　 ｄｏ

Ｓｔｅｐ １１：　 Ｆｏｒ （ｘ，ｙ） ｉｎ ＤＴＱｋ 　 ｄｏ

Ｓｔｅｐ １２：　 　 　 Ｊ（φ） ← Ｊ（φ） ＋ １
ＮＣＮＱ

ｄ（ ｆφ（ｘ），ｃｋ） ＋ ｌｎ∑
ｋ′

ｅｘｐ（ － ｄ（ ｆφ（ｘ），ｃｋ′））[ ]

Ｓｔｅｐ １３：　 　 Ｅｎｄ　 ｆｏｒ
Ｓｔｅｐ １４： Ｅｎｄ　 ｆｏｒ
输出：训练损失 Ｊ（φ）

２　 基于混合注意力原型网络的调制识
别算法

２．１　 算法模型

本文算法整体框图如图 １ 所示，算法模型可分

为 ２ 个模块：特征提取模块和类原型度量模块。 为

提取到信号样本更具代表性的特征，其中特征提取

模块设计为由 ＣＮＮ 和 ＬＳＴＭ 级联的特征提取网络

（ＣＬＮ），ＣＬＮ 可充分提取信号不同维度的特征；同
时通过在 ＣＬＮ 中引入 ＣＢＡＭ 使得网络在特征提取

过程中更加关注对分类有益的特征。 模型通过特征

提取模块将信号样本映射至统一的特征度量空间，
由类原型模块进行距离度量并确定待识别信号的调

制样式。

·７７３１·
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图 １　 混合注意力原型网络算法整体框图

　 　 本文算法的实现可分为训练和测试 ２ 个过程。
根据元学习思想，算法在训练过程中采用一种基于

Ｅｐｉｓｏｄｅ 的训练策略，该策略不针对特定信号的识别

进行训练，而是利用在每次训练迭代过程中随机选

取的几类信号组成识别任务去训练网络，使网络学

习如何将原始信号转化为更易于分类的表示，即在

训练过程中学习分类的经验。 通过大量不同识别任

务优化得到的模型对新任务具有良好的泛化性能，
根据以往的经验可在测试过程中只有极少量带标签

样本条件下实现对新类信号的识别。
２．２　 ＣＬＮ⁃ＣＢＡＭ 特征提取模块

针对信号序列内的时序特征，本文设计由 ＣＮＮ
和 ＬＳＴＭ 搭建的特征提取模块 ＣＬＮ，可充分提取信

号不同维度的特征，同时在 ＣＬＮ 网络中引入 ＣＢＡＭ
模块，组成 ＣＬＮ⁃ＣＢＡＭ 特征提取模块，其中 ＣＢＡＭ
模块可以从通道域和空间域 ２ 个维度建立特征权重

向量，使网络更加关注对分类有益的特征。
２．２．１　 卷积注意力模块

ＣＢＡＭ 注意力模块是一种简单且高效的注意力

模块，其是轻量级的通用模块，运算开销很小，故可

集成到任何前馈 ＣＮＮ 架构中，并与基础卷积网络一

起进行端到端的训练，ＣＢＡＭ 的整体结构如图 ２ 所

示。 ＣＢＡＭ 是 一 种 结 合 通 道 （ ｃｈａｎｎｅｌ ） 和 空 间

（ｓｐａｔｉａｌ）的注意力机制，每个子注意力模块通过增

加关键特征的权重比值，抑制冗余特征，提高深度神

经网络的性能。 通道注意力模块和空间注意力模块

如图 ３～４ 所示。

图 ２　 ＣＢＭＡ 注意机制整体结构

图 ３　 通道注意力模块

图 ４　 空间注意力模块

２．２．２　 ＣＬＮ⁃ＣＢＡＭ 特征提取网络

本文所提特征提取网络 ＣＬＮ⁃ＣＢＡＭ 结合了不

同神经网络的性能优势，并引入了卷积注意力模块，
有助于原型网络算法识别准确率提升。 ＣＬＮ⁃ＣＢＡＭ
网络中包含 ５ 个卷积块，卷积块由 １ 个卷积层、１ 个

批量归一化层、１ 个 ＲｅＬＵ 激活函数和 １ 个最大池化

层组成。 为防止网络在训练过程中出现过拟合，在
最大池化层后设置 １ 个 Ｄｒｏｐｏｕｔ 层，并在每个卷积块

后插入 ＣＢＡＭ 模块。 本文仿真所用数据为通信信

号的 Ｉ、Ｑ ２ 路分量，数据格式为［１ ０２４，２］，基于此

卷积核大小分别设置 ７×２，５×２，３×２，２×１，２×１，卷积

核数量分别为 １６，３２，６４，１２８，２５６，最大池化层核大

小都设置为 ３×１。 卷积块完成特征提取后，将特征

序列展开成一维数据送入全连接层，最后再通过

ＬＳＴＭ 输出特征。 网络结构如图 ５ 所示。
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图 ５　 ＣＬＮ⁃ＣＢＡＭ 结构图

２．３　 算法实现流程

本文算法利用训练集模拟测试阶段的识别场

景，训练完成的网络可泛化到测试过程的 Ｃ⁃ｗａｙ Ｋ⁃
ｓｈｏｔ 任务，具体实现步骤如下：

步骤 １　 信号样本采样。 从训练集中随机选取

Ｃ 类样本，并从每类样本中随机抽取 Ｋ 个样本组成

元支持集 ＤＴＳ，再从每类剩余样本中随机抽取 ＮＱ 个

样本组成元查询集 ＤＴＱ。
步骤２　 特征映射。 由ＣＬＮ⁃ＣＢＡＭ特征提取网

络将 ＤＴＳ 和 ＤＴＱ 中的样本映射到低维的特征度量空

间，得到 ＤＴＳ 和 ＤＴＱ 中信号样本的特征向量。
步骤 ３　 类原型度量。 将 ＤＴＳ 中每类信号的平

均特征向量作为类原型，并计算 ＤＴＱ 中样本特征向

量与各个类原型的欧氏距离， 将欧氏距离输入

Ｓｏｆｔｍａｘ 函数，计算查询样本属于每个类的概率，由
负对数概率损失函数计算损失对网络进行训练。

步骤 ４　 由测试集（测试集与训练集标签空间

不相交） 对网络进行测试。 将含有少量带标签信号

样本的支持集 ＤＳ 和待识别信号样本送入训练好的

特征提取网络，由类原型度量模块确定待识别信号

的调制样式。

３　 实验仿真与结果分析

实验选取 ＲａｄｉｏＭＬ２０１８． ０１Ａ 公开调制信号

集［４］验证本文所提算法性能。 该信号集由 ２４ 种调

制信号组成，各个信号包括 Ｉ、Ｑ ２ 路数据，数据格式

为［１ ０２４，２］，信噪比分布从 － ２０ ～ ３０ ｄＢ，间隔为

２ ｄＢ。 本文算法训练和测试阶段所用信号样本的标

签空间不相交，随机选取 １４ 种调制信号作为训练

集，另外 １０ 种作为测试集，在信噪比为－２０ ～ ３０ ｄＢ
的条件下进行实验仿真。 训练集、测试集调制样式

如表 ２ 所示。
表 ２　 实验数据集

数据来源 调制

训练集

３２ＰＳＫ、１６ＡＰＳＫ、３２ＱＡＭ、ＦＭ、ＧＭＳＫ、３２ＡＰＳＫ、
ＯＱＰＳＫ、 ８ＡＳＫ、 ＢＰＳＫ、 ８ＰＳＫ、 ＡＭ⁃ＳＳＢ⁃ＳＣ、
４ＡＳＫ、１６ＰＳＫ、６４ＡＰＳＫ

测试集

１２８ＱＡＭ、１２８ＡＰＳＫ、ＡＭ⁃ＤＳＢ⁃ＳＣ、ＡＭ⁃ＳＳＢ⁃ＷＣ、
６４ＱＡＭ、 ＱＰＳＫ、 ２５６ＱＡＭ、 ＡＭ⁃ＤＳＢ⁃ＷＣ、
ＯＯＫ、１６ＱＡＭ

实验模型在 ｐｙｔｈｏｎ 深度学习神经网络 ｐｙｔｏｒｃｈ
框架下进行搭建，硬件平台为基于 ｗｉｎｄｏｗｓ ７、３２ ＧＢ
内存、ＮＶＤＩＡ Ｐ４０００ 显卡的计算机。 实验模型采用

端到端的训练方式，Ａｄａｍ 优化网络，初始学习率为

０．００１，测试阶段从测试集中采样 １ ０００ 组相互独立

测试任务来计算算法的识别准确率，并采用所有测

试任务识别准确率的平均值来表示算法最终的识别

性能。
３．１　 支持集样本量（Ｋ 值）对识别性能影响

为验证元支持集 ／支持集内每类信号样本量（Ｋ
值）对本文算法识别准确率的影响，本节在 Ｋ 值分

别为 １，５，１０，１５，２０ 时进行对比实验。 网络训练集

和测试集如表 ２ 所示，特征提取模块为 ＣＬＮ⁃ＣＢＡＭ
网络。 本节仿真实验针对 ５ 类调制信号的识别任

务，即 ５⁃ｗａｙ Ｋ⁃ｓｈｏｔ 任务，元查询集 ／查询集样本量

ＮＱ 设置为 １０。 不同样本量下算法测试识别准确率

随信噪比的变化情况如图 ６ 所示。

图 ６　 不同 Ｋ 值下算法识别准确率变化曲线

本文所提原型网络通过比较待测信号样本特征
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向量与支持集内各类信号类原型间的距离确定识别

结果，信号类原型取支持集内各类调制信号样本特

征向量的平均，故改变支持集中信号样本量（Ｋ 值）
会对算法的识别准确率产生影响。 如图 ６ 所示，随
着支持集内信号样本量 Ｋ 的增加，算法的测试识别

准确率也在进一步提升。 这是由于在特征度量空间

中支持集内的每类信号都存在一个类原型点，各类

原型点间相互远离，原型网络将每类信号样本特征

向量的平均值作为该类信号的类原型估计点，随着

样本量 Ｋ 值增加，会减少真实类原型点与类原型估

计点间的偏差，降低信号识别时产生的期望风险，有
助于提升算法的识别准确率。 从图 ６ 可以看出，当
支持集内信号样本量 Ｋ 较小时，Ｋ 值的增加对网络

识别性能提升有较大影响，然而当 Ｋ 值大于 ５ 后，
增加样本量对算法识别性能的提升效果趋缓。 例如

在测试信号信噪比为 ２０ ｄＢ 时，当支持集内每类信

号样本量 Ｋ 值从 １ 增加到 ５ 时，算法的识别准确率

提升了 ９．０１％，但当 Ｋ 值从 ５ 增加到 １０ 时，算法识

别准确率仅提升了 １．２３％，这表明本文算法更适宜

解决带标签信号样本只有几个的调制识别问题。
３．２　 样本类别量（Ｃ 值）对识别性能的影响

在支持集内每类信号包含 ５ 个样本时，验证样

本类别量 Ｃ 值对于网络识别准确率的影响，设置任

务支持集内信号类别量 Ｃ 为 ３，５，１０，元查询集 ／查
询集内信号样本量 ＮＱ 值为 １５，当算法特征提取模

块为 ＣＬＮ⁃ＣＢＡＭ，对比 Ｃ⁃ｗａｙ ５⁃ｓｈｏｔ 测试任务平均

识别准确率，不同类别量（Ｃ 值）下信号识别率随信

噪比变化曲线如图 ７ 所示。

图 ７　 不同 Ｃ 值下算法识别准确率变化曲线

从图中可以看出随着支持集样本类别量 Ｃ 值

增加，网络识别性能下降。 当测试任务支持集内包

含 １０ 类调制信号样本时，在信号信噪比为 ２０ ｄＢ 时

算法识别精度只有 ７５．５２％，相较于支持集中含 ３ 类

调制信号时减少了 １５．４５％。 这是由于支持集内样

本类别的增多会增加网络模型的学习难度，提升在

度量空间判断 ２ 个信号特征相似性的复杂度，使得

网络训练不易收敛，进而导致算法识别性能下降。
３．３　 不同特征提取网络下算法识别性能分析

为验证本文所提 ＣＬＮ⁃ＣＢＡＭ 特征提取网络对

于本文原型网络算法识别性能的影响，实验设置

ＣＬＮ、 ＣＬＮ⁃ＣＢＡＭ、 ＣｏｎｖＮｅｔ、 Ｒｅｓｎｅｔ１８［２０］、 Ｒｅｓｎｅｔ１８⁃
ＣＢＡＭ、Ｒｅｓｎｅｔ３４［２０］６ 种不同网络作为本文算法模型

的特征提取模块。 采用表 ２ 所示数据集，在 ５⁃ｗａｙ
５⁃ｓｈｏｔ 任务下进行训练测试，元查询集 ／查询集样本

量 ＮＱ 设置为 １５，不同特征提取模块下实验测试平

均识别准确率随不同信噪比水平的变化如图 ８ 所

示。 采用不同特征提取网络所需训练的网络参数量

以及训练时间如表 ３ 所示。

图 ８　 不同特征提取网络下原型网络的识别性能

表 ３　 网络参数量和训练时间

特征提取网络 网络参数量 训练时间 ／ ｓ

ＣＬＮ ５ ３７７ ５２５ ９８７

ＣＬＮ⁃ＣＢＡＭ ５ ３８９ ９２９ １ ０２３

ＣｏｎｖＮｅｔ １７ ２７０ ６０ ３０４

Ｒｅｓｎｅｔ１８ １１ １７５ ３７０ １ ２０１

Ｒｅｓｎｅｔ１８⁃ＣＢＡＭ １１ ２６７ ０５０ ２ １８０

Ｒｅｓｎｅｔ３４ ２１ ２８３ ５３０ ２ ４８１

由图 ８ 可得，当信噪比大于 １０ ｄＢ 时，采用本文

所提的 ＣＬＮ⁃ＣＢＡＭ 特征提取网络的算法识别性能

最优。 主要原因在于本文所提特征网络结合了

ＣＮＮ 与 ＬＳＴＭ 的性能优势，可同时提取到调制信号

的空间特征与时序特征，对比 ＣｏｎｖＮｅｔ 特征提取网

络，采用 ＣＬＮ 特征提取网络的算法识别准确率在信
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噪比为 ２０ ｄＢ 时提升了 ４．６７％，同时为使所提特征

向量更具代表性，本文在 ＣＬＮ 特征提取网络中引入

了 ＣＢＡＭ 模块，使得网络在提取信号样本特征时能

够更加关注对分类有益的部分，实验结果表明在测

试信号信噪比为 ２０ ｄＢ 时，ＣＬＮ⁃ＣＢＡＭ 特征提取网

络算法针对 ５⁃ｗａｙ ５⁃ｓｈｏｔ 测试任务的平均识别准确

率为 ８５．６８％，相较于 ＣＬＮ 特征提取网络下的算法

识别准确率提升了 ５．０１％。 由表 ３ 可知，对比 Ｒｅｓ⁃
ｎｅｔ１８、 Ｒｅｓｎｅｔ１８⁃ＣＢＡＭ、 Ｒｅｓｎｅｔ３４ 特 征 提 取 网 络，
ＣＬＮ⁃ＣＢＡＭ 所需训练的网络参数和训练时长都更

少，但采用 ＣＬＮ⁃ＣＢＡＭ 特征提取网络的算法识别性

能更优，这是由于 Ｒｅｓｎｅｔ 网络只能提取信号样本的

空间特征，特征向量代表性较低，增加特征提取网络

复杂度无法有效提升算法的识别性能。
３．４　 不同小样本学习算法性能对比分析

为验证本文所提算法相较于其他小样本调制识

别算法的性能优势，本节选取基于数据增强（ ｄａｔａ
ａｕｇｍｅｎｔａｔｉｏｎ， ＤＡ ） 和 基 于 迁 移 学 习 （ ｔｒａｎｓｆｅｒ
ｌｅａｒｎｉｎｇ，ＴＬ）的小样本调制识别算法以及另外 ３ 种

元学 习 算 法 进 行 对 比 实 验， 分 别 为 关 系 网 络

（ｒｅｌａｔｉｏｎ ｎｅｔｗｏｒｋ，ＲＮ） ［２１］、匹配网络（Ｍａｔｃｈｉｎｇ Ｎｅｔ⁃
ｗｏｒｋｓ，ＭＮ） ［２２］以及模型无关元学习（ｍｏｄｅｌ ａｇｎｏｓｔｉｃ
ｍｅｔａ ｌｅａｒｎｉｎｇ，ＭＡＭＬ） ［２３］。 选取 １６ＡＰＳＫ、３２ＱＡＭ、
ＦＭ、ＡＭ⁃ＳＳＢ⁃ＳＣ、４ＡＳＫ ５ 类调制信号组成信号样本

集，为保证实验结果的可靠性，将该样本集作为 ＤＡ
和 ＴＬ 算法的数据集以及本文算法和 ＲＮ、 ＭＮ、
ＭＡＭＬ 算法的测试集，将其余 １９ 类调制信号用于元

学习算法的训练阶段。 当测试信号信噪比为 ２０ ｄＢ
时，不同算法下的最高识别准确率以及实现最高识

别准确率时所需样本量如表 ４ 所示。 本文算法与对

比算法针对 ５ 类调制信号在训练 ／支持集每类信号

样本量为“５⁃ｓｈｏｔ”时的测试识别准确率随信噪比的

变化情况如图 ９ 所示。
表 ４　 不同小样本调制识别算法性能对比

算法模型
训练 ／支持集每类

信号所需样本量

最高识别

准确率 ／ ％

ＤＡ １００ ８９．３２

ＴＬ ７００ ９１．３３
ＲＮ ２０ ７８．１６
ＭＮ ２０ ７７．０２

ＭＡＭＬ ２０ ６６．４３
本文算法 ２０ ８７．３３

图 ９　 不同小样本调制识别算法识别准确率对比

从图 ９ 中可以看出，ＴＬ 和 ＤＡ 算法的识别性能

明显低于 ４ 种元学习算法，相较于本文算法，当测试

信号信噪比为 ２０ ｄＢ 时，ＴＬ 和 ＤＡ 算法在“５⁃ｓｈｏｔ”
时识别准确率分别降低了 ３７．８１％和 ５３．３％，主要原

因在于 ＴＬ 和 ＤＡ 算法在信号样本量只有几个时训

练无法收敛，从而导致算法识别性能的显著下降。
由表 ４ 可知，ＴＬ 和 ＤＡ 算法要实现最优的识别性能

至少需要数百个训练样本，无法解决只有几个带标

签信号样本条件下的调制识别问题。 同时对比本文

算法与 ＲＮ、ＭＮ 以及 ＭＡＭＬ ３ 种元学习算法，本文

算法取得了最优的识别效果，分析其原因在于，ＲＮ
和 ＭＮ 方法属于基于度量的元学习方法，不同之处

在于，ＲＮ 通过神经网络度量样本间的相似度，ＭＮ
采用余弦距离度量样本间的相似度，而本文原型网

络算法采用欧氏距离度量样本间的相似度，欧氏距

离属于 Ｂｒｅｇｍａｎ 散度， 利用 Ｂｒｅｇｍａｎ 散 度 的 性

质［１９］，可使不同类调制信号样本集合在特征度量空

间内的差异性最大，故可取得更好的识别效果。
ＭＡＭＬ 通过对多个任务的学习为网络寻找到一个最

优的初始化参数，使得网络在面对新类别信号的识

别任务时能够快速适应，但 ＭＡＭＬ 算法在面对新类

信号识别任务时需要对网络进行微调，由于样本量

较少，难以适用参数量较大的网络，这限制了网络识

别性能的进一步提升。 从实验结果可知，在测试信

号信噪比为 ２０ ｄＢ 时，本文算法相较于 ＭＡＭＬ 算法

的识别准确率在样本量为“５⁃ｓｈｏｔ”下提高了 ２９．９７％
和 １８．４５％。
３．５　 数据集样本类别对网络的影响

本文算法仿真实验所用数据集由 ２４ 类调制信

号组成，其中包含 １９ 类数字调制信号和 ５ 类模拟调

制信号，数字调制信号又分为调幅、调相、调频等多

种不同调制信号，不同类的调制信号具有不同的特
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点，识别难度也相对不同。 由于本文所提原型网络

算法在训练阶段和测试阶段所用信号样本的标签空

间不相交，故训练集和测试集中样本类别的选取也

会对网络识别准确率产生一定影响。 根据各类调制

信号的特点将数据集划分为 ４ 种不同分集进行对比

实验，为使实验结果更具代表性，每次划分数据集都

选取 ５ 类调制信号组成测试集，１０ 类调制信号组成

训练集，具体划分方式如表 ５ 所示。
表 ５　 实验数据集分集

分集 训练集 测试集

１
４ＡＳＫ、 ８ＡＳＫ、 ＱＰＳＫ、 ８ＰＳＫ、 ３２ＰＳＫ、 ３２ＡＰＳＫ、 １２８ＡＰＳＫ、 ３２ＱＡＭ、
６４ＱＡＭ、２５６ＱＡＭ

ＯＯＫ、ＢＰＳＫ、１６ＡＰＳＫ、１６ＱＡＭ、ＧＭＳＫ

２
ＯＯＫ、 ４ＡＳＫ、 ＢＰＳＫ、 ８ＰＳＫ、 １６ＰＳＫ、 ３２ＰＳＫ、 ６４ＡＰＳＫ、 ６４ＱＡＭ、
１６ＱＡＭ、１２８ＡＰＳＫ

ＦＭ、 ＡＭ⁃ＳＳＢ⁃ＳＣ、 ＡＭ⁃ＤＳＢ⁃ＳＣ、 ＡＭ⁃ＳＳＢ⁃ＷＣ、
ＡＭ⁃ＤＳＢ⁃ＷＣ

３
ＯＯＫ、４ＡＳＫ、８ＡＳＫ、１６ＡＰＳＫ、３２ＡＰＳＫ、６４ＡＰＳＫ、３２ＱＡＭ、１２８ＱＡＭ、
６４ＱＡＭ、１６ＱＡＭ

ＢＰＳＫ、ＱＰＳＫ、８ＰＳＫ、１６ＰＳＫ、３２ＰＳＫ

４
ＯＯＫ、８ＡＳＫ、１６ＰＳＫ、１６ＡＰＳＫ、３２ＡＰＳＫ、ＡＭ⁃ＳＳＢ⁃ＳＣ、ＡＭ⁃ＤＳＢ⁃ＷＣ、
１２８ＡＰＳＫ、３２ＱＡＭ、ＧＭＳＫ

４ＡＳＫ、８ＰＳＫ、ＦＭ、２５６ＱＡＭ、３２ＡＰＳＫ

　 　 本次实验设置特征提取模块为 ＣＬＮ⁃ＣＢＡＭ 网

络，验证在 ５⁃ｗａｙ ５⁃ｓｈｏｔ 学习任务下测试集的识别准

确率，当信噪比为 ２０ ｄＢ 时，实验结果如图 １０ 所示，
４ 种 不 同 分 集 的 识 别 准 确 率 分 别 为 ９２． ６７％，
８２．６３％，７９．４６％，８２．７８％，不同分集之间识别准确率

有一定差异。 由表 ５ 可知，分集 １，２，３ 的训练集都

是由数字调制信号组成，而分集 ３ 的测试识别准确

率最低。 分集 ３ 的测试集由 ５ 种不同进制的相移键

控（ｐｈａｓｅ ｓｈｉｆｔ ｋｅｙｉｎｇ，ＰＳＫ）调制信号组成，不同进

制 ＰＳＫ 信号间相似度较高，容易造成混淆，提高了

识别难度。 分集 １ 的测试集是由不同类数字调制信

号组成，各类信号相似度较低，且与训练集中的数字

调制信号有一定相似度，故分集 １ 的测试识别准确

率最高。 分集 ２ 测试集都为模拟调制信号，测试识

别准确率相较于分集 １ 有明显下降，但由于不同模

拟调制信号特征间有一定差异，故相较于分集 ３ 测

试识别准确率有一定提高。 分集 ４ 由随机挑选出来

的调制信号组成，训练集与测试集都包含数字调制

信号与模拟调制信号，在信噪比 ２０ ｄＢ 时，测试识别

准确率可达 ８２．７８％。 由实验结果可知，本文所提算

法可适应训练集与测试集样本类别不同的场合，特
别地，当训练集与测试集样本类别差距较大时，该算

法也能较好完成小样本的调制识别任务，并且使用

样本类别丰富度更高的训练集有利于识别准确率的

提高。

图 １０　 数据集样本对识别准确率的影响

４　 结　 论

本文针对极少量带标签样本条件下的调制识别

难题，结合度量学习与元学习的思想，提出一种混合

注意力原型网络的调制识别算法。 根据调制信号样

本特征设计了由 ＣＮＮ 与 ＬＳＴＭ 级联的 ＣＬＮ 特征提

取网络，并在当中引入 ＣＢＡＭ 模块，可使网络提取

到的信号特征更具代表性。 实验结果验证了本文所

设计的 ＣＬＮ⁃ＣＢＡＭ 特征提取网络可进一步提高原

型网络算法的识别性能。 同时为更好地从少量数据

中学习，算法以元学习的方式进行训练，即利用训练

集模拟测试时的识别场景，学习信号分类的经验。
训练完成的网络模型具有很好的泛化性能，在测试

时面对新类信号，即使只有几个带标签样本也能保

证算法的识别性能算法。 仿真实验结果进一步验证

了本文算法解决小样本调制识别问题的可行性。 本

·２８３１·
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文算法信号识别率还有一定提升空间，后续将在此 基础上进行更深入的研究。
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